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基于灰度梯度共生矩阵和 SVDD的织物疵点检测
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摘要: 织物疵点检测是现代纺织工业产品质量控制中的关键环节之一，对保证纺织品质量具有重要
的现实意义。文章基于此提出一种灰度梯度共生矩阵( GGCM) 和单分类器( SVDD) 结合的检测方
法。该方法首先对织物原图像采用自适应中值滤波、同态滤波进行预处理，以消除图像上的光照不
匀和噪声等影响，然后利用灰度梯度共生矩阵对预处理后的图像提取 15 个特征值并组成特征向量，
经归一化后送入到单分类器 SVDD中训练和测试。实验结果表明: 使用此方法进行疵点检测，检验
正确率达 97%，漏检率为 4． 5%和误检率为 1． 4%，具有很好的检测效果。
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Fabric defect detection based on gray － level gradient co － occurrence matrix and SVDD
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Abstract: Fabric defect detection is one of the key links in the quality control of modern textile industry products，
and has important practical significance for ensuring the quality of textiles． Based on this，a detection method
combining gray-level gradient co-occurrence matrix ( GGCM) and single classifier ( SVDD) is proposed in this paper．
In the method，firstly，adaptive median filtering and homomorphic filtering were used to preprocess the original fabric
image to eliminate the impacts of illumination unevenness and noise on the image，and then GGCM was used to
extract 15 eigenvalues from the images after preprocessing． The eigenvalues were then combined to form a feature
vector which was normalized and sent to the single classifier SVDD for training and testing． The experimental results
showed that: with this method for defect detection，the test accuracy rate could reach 97%，and the missed detection
rate and the false detection rate were 4． 5% and 1． 4%，respectively． Thus，the proposed method has a very good
detection effect．
Key words: defect detection; support vector domain description; gray-level gradient co-occurrence matrix; adaptive
median filtering; homomorphic filtering
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近十年来，先进的计算机和人工智能技术为纺

织企业注入了新的活力，基于机器视觉的织物疵点

自动检测是众多学者研究的热点之一。织物疵点检

测是纺织品质量控制的关键环节，出现疵点的纺织

品将严重影响其价格，可导致产品价格下降 45% ～
65%［1］。目前绝大多数的纺织企业中织物疵点都是
由检验人员完成的。由于检测劳动强度大，考虑到
人为因素的影响，检测效率低，漏检率较高，缺乏可

靠性。因此，织物疵点的自动化检测是纺织企业生
产中产品质量控制的必然趋势。
织物疵点自动检测，被许多从事此领域的研究

人员认为是一个非常艰巨的任务，归结起来主要有

两个问题［2］: 一是没有通用性的特征; 二是一个典型
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的一类分类问题。由于存在各种织物疵点类型，并
且在织物织造过程中，光源的不稳定和车间环境的

复杂性，因此要确定一个能够检测大多数疵点的特

征是较为困难的; 一类分类也称为新颖性检测或异

常值检测，被广泛应用于异常检测［3-4］、故障诊断［5］

和样本聚类［6］等多个方向。据 Markou 等［7］的研究
可知，单分类问题是属于无监督学习范畴。然而在
传统的两分类问题中，正负两类样本可以为最终决

策函数提供有力的支持，比如王鹤翔［8］、吴哲［9］和
Kumar等［10］采用传统的支持向量机( support vector
machine，SVM) 来检测常见的织物疵点。但是发现
传统的支持向量机训练时需要大量正常织物和疵点

织物图像，而在现实生产过程中疵点图像获取较为

困难。鉴于此问题，Tax 等［11-12］在 1999 和 2004 年开
发出一种支持向量数据描述( support vector domain
description，SVDD) ，与此同时 Schokopf［13］在 2001 年
也提出了一类支持向量机( one-class SVM，OCSVM) ，
两者都可以应用到单分类问题中。虽然已有一些关
于传统支持向量机应用到织物疵点检测中的研究，

但是关于单分类 SVDD 和 OCSVM 在织物疵点上的
应用还是很少的。
由于传统支持向量机训练时需要大量的正负样

本，为避免这一问题，本文提出了一种基于灰度梯度

共生矩阵和单分类器 SVDD 的疵点检测方法，包括
图像预处理、图像特征提取与处理和分类器分类识
别三部分。

1 图像预处理
由于获取织物图像时，不可避免地会出现光照不

匀、相机抖动和车间内的飞花等一些干扰因素的影响。
获得的织物图像存在一定噪声，如不处理直接对织物

图像提取特征，这就会造成分类器对疵点识别率低或

错分等后果，因此图像预处理是模式识别中必不可少

的环节。本文采用自适应中值滤波法对原图像进行去
噪，然后使用同态滤波法对去噪后的图像进行增强，并

消除局部纹理对后续特征提取的影响。
1． 1 自适应中值滤波
由于传统的中值滤波器的窗口大小是固定不变

的，不能同时兼顾去噪和保护图像细节，因此邓秀勤

等［14］在中值滤波基础之上作了改进，提出一种加权

的自适应中值滤波算法。
自适应中值滤波法的原理是: 根据噪声密度的

影响来改变滤波窗口大小，对噪声点和信号点采取

不同的操作，对噪声点采取中值滤波，对信号点保留

其灰度值。
设 Z( x，y) 是点( x，y) 处的灰度值，A( x，y) 为当

前工作窗口，Zmin、Zmax和 Zmed分别是 A( x，y) 的灰度最
小值、最大值和中值，Amax为预设的最大窗口。
自适应中值滤波算法可以分为两个进程: A进程

和 B进程。
A进程:

A1 = Zmed － Zmin，Z2 = Zmed － Zmax ( 1)
如果 A1 ＞ 0 且 A2 ＜ 0，则转至 B进程; 否则，增加

窗口的尺寸; 如果 A( x，y) ≤Amax，则重复 A 进程，否则
输出 Zmed。

B进程:
B1 = Z ( x，y) － Zmin，B2 = Z ( x，y) － Zmax ( 2)

如果 B1 ＞ 0 且 B2 ＜ 0，则输出 Z ( x，y) ，反之输
出 Zmed。
本文选取的织物图像大小为 512 pixel ×512 pixel，

初始预设的窗口大小为 3，然后采用自适应中值滤波
对图像进行滤波去噪，去噪效果如图 1 所示。

图 1 自适应中值滤波后的图像
Fig． 1 Image after adaptive median filtering

1． 2 同态滤波
同态滤波是把图像的灰度变换和频率过滤相结

合的图像处理方法，通过增强图像的对比度和调整

图像的灰度范围以改善图像质量。
同态滤波器的原理:对于一副图像 f( x，y) 是由照

度函数 i( x，y) 和反射函数 r( x，y) 的乘积组成的，即:
f( x，y) = i( x，y) r( x，y) ( 3)

同态滤波算法的流程如图 2 所示。

图 2 同态滤波算法的流程
Fig． 2 Flowchart of homomorphic filtering algorithm
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根据图 2，选择同态滤波函数 H( u，v) 为高斯同
态滤波，参数设置: 高频 rh 为 4． 7，低频 rl 为 0． 5，处
理后的效果如图 3 所示。

图 3 同态滤波后的图像
Fig． 3 Image after homomorphic filtering

2 特征提取
图像识别实际上是一个分类的过程，为了识别

出某图像所属的类别，本文需要将它与其他不同类

别的图像区分开来。这就要求选取的特征不仅要能
够很好地描述图像纹理，更重要的是还要能够很好

地区分不同类别的图像。因此，本文选取灰度梯度
共生矩阵作为本文的特征提取方法，并与灰度差分、
灰度共生矩阵两种方法作对比。
2． 1 灰度梯度共生矩阵
灰度梯度共生矩阵( gray-gradient co-occurrence

matrix，GGCM) ［8］反映一幅图像各像素点的灰度和梯
度的关系，图像的灰度是其构成的基础，而梯度则是

构成图像边缘轮廓的主要元素，将二者结合起来使

用，能够很好地表征图像的纹理特征。
2． 2 图像的灰度和梯度的正规化
正规化的目的是在保证对图像纹理特征无影响

的情况下，通过对灰度和梯度的正规化，以减少提取

特征时的计算量。
图像灰度的正规化:

F( K，L) = INT f( K，L) × nf / f[ ]m ( 4)
式中: INT为取整运算; f( K，L) 为当前图像的灰度值;
fm 为图像的灰度最大值; nf 为正规后希望的最大灰

度值，本文取 32。
图像梯度的正规化:

T( K，L) = INT t( K，L) × nt / t[ ]m + 1 ( 5)
式中: INT为取整运算; t( K，L) 当前图像的梯度值; tm
为图像的梯度最大值; nt 为正规后希望的最大梯度

值，本文取 32。
经正规化的灰度 F( K，L) 和梯度 T( K，L) ，则可

以计算灰度梯度共生矩阵。
2． 3 计算灰度梯度共生矩阵
图像的灰度 F( K，L) 和梯度 T( K，L) 经过正规化

后，然后统计同时使 F( K，L) = i 和 T( K，L) = j 成立
的像素点数，这个统计值即是共生矩阵 A 在点( i，j)
的像素值 A( i，j) ，在此处的共生矩阵 A的概率:

pij = cij /∑i∑j cij ( 6)
2． 4 基于灰度梯度共生矩阵的图像特征提取
计算出灰度梯度共生矩阵之后，就能计算能够描

述图像纹理的统计量，本文选取GGCM的15个统计特
性，包括小梯度优势( T1 ) 、大梯度优势( T2 ) 、灰度分布
的均匀性( T3 ) 、梯度分布不均匀性( T4 ) 、能量( T5 ) 、灰
度平均( T6 ) 、梯度平均( T7 ) 、灰度均方差( T8 ) 、梯度均
方差( T9 ) 、相关性( T10 ) 、灰度熵( T11 ) 、梯度熵( T12 ) 、
混合熵( T13 ) 、惯性( T14 ) 和逆差矩( T15 ) 。
由灰度梯度共生矩阵的 15 个特征组成灰度图

像纹理特征向量，记作 T:
T =［T1，T2，T3，T4，T5，T6，T7，T8，T9，T10，

T11，T12，T13，T14，T15］ ( 7)
为了便于后续分类器的分类和识别，需将获得

的特征向量进行归一化，本文采取的归一化方法是

所用 MATLAB自带的 mapminmax ( ) 函数，将所有特
征向量归一到［0，1］。

3 基于 SVDD的织物疵点检测
3． 1 SVDD主要思想
首先选择合适的核函数将训练样本映射到高维

特征空间中，再在特征空间中寻找一个最优超球面

将全部或绝大多数训练样本包含在超球内，然后对

测试样本做相同的映射，如果测试样本落入到超球

体内，则称此样本为正常点，反之，称为异常点。本
文基于此思想，首先选择无疵点的图像，经过预处

理、特征提取、归一化组成特征向量，通过核函数映
射到高维特征空间中，训练一个只包含无疵点图像

的 Model( 最优超球体) ，然后选取有疵点的图像去检
测训练的超球体是否合理。
3． 2 SVDD原理
对于给定的训练数据集 xi = { x1，x2，…，xi } ∈

ＲN，构造 xi 的超球体就转换为下式的最优化问题:

min
Ｒ，c，ξi

Ｒ2 + c∑iξi ( 8)

s． t． ‖( xi ) － a‖2≤Ｒ2 + ξi，ξi≥0; i = 1，2，3…n
式中: a与 Ｒ 分别是超球体的球心和半径，c 是惩罚
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系数，ξi 是松弛变量。
下式为式( 8) 的对偶形式:

min
α
∑ijαiαj k( xi，xj ) －∑iαi k( xi，xj ) ( 9)

s． t．∑iαi = 1，0≤αi≤c，i = 1，2，…τ

k( x，y) = exp ‖x － y‖2

2δ( )2 ( 10)

式中: αi 是拉格朗日乘子，k( x，y) 是核函数，δ是高斯
核函数的参数。
然后，由下式可计算出超球体的半径:

Ｒ2 = 1 － 2∑iαi k( xi，x) +∑ijαiαj k( xi·xj ) ( 11)

式中: x代表任一支持向量。
最后，用下式计算测试样本 t与超球中心 a 的距

离 s:

s = 1 － 2∑iαi k( xi，t) +∑ijαiαj k( xi·xj槡 ) ( 12)
若 s≤Ｒ，则可认为测试样本是正常点，反之可认

为异常点。
3． 3 基于 SVDD的算法流程
本文基于 SVDD 的检测方法，具体步骤可以概

括训练阶段和测试阶段两部分，算法流程图如图 4
所示。

图 4 基于灰度梯度共生矩阵和 SVDD的算法流程
Fig． 4 Algorithm flowchart based on gray-level gradient co-occurrence matrix and SVDD

3． 4 算法实现
首先对有疵点和无疵点的图像进行预处理，消

除图像上的光照不匀和噪声等影响，然后对预处理

后的图像进行分割成一定大小的子图像，再对每一

子图像提取特征值组成特征向量，为保证分类器分

类的准确性和降低运算量，需对特征向量进行归一

化，最后用 SVDD 分类器对特征向量进行训练和测
试，给出分类结果。具体算法描述如下:

1) 首先采用自适应中值滤波和同态滤波对织物
原图像进行预处理。

2) 然后采用图像分块算法把预处理后的图像分
成 64 pixel × 64 pixel大小的子图像，其中包括训练样
本 506 幅，测试样本 300 幅( 包括有疵点样本 144 幅，
无疵点样本 156 幅) 。

3) 利用灰度梯度共生矩阵( GGCM) 分别对训练
样本和测试样本提取 15 个特征值，归一化后组成特
征向量，送入到分类器进行分类识别。为了验证
GGCM提取的特征是最优，本文采用灰度差分统计
法( GLDS) 、灰度共生矩阵( GLCM) 与之对比，来说明
GGCM的特征是最优的。

用单分类器支持向量数据描述( SVDD) 首先对
506 个训练样本的特征向量进行训练出一个模型，然
后将 300 个测试样本( 其中包括 144 个有疵点样本
和 156 幅无疵点样本) 的特征向量送入到 SVDD 训
练好的模型中进行分类识别，最终给出分类的误检

率、漏检率和分类的准确率。

4 结果与分析
4． 1 评价指标
本文选取误检率( AＲ) 、漏检率( MＲ) 和检测正确

率( CＲ) 去衡量此检测算法的可靠性。其中: TP 代表
有疵点的测试样本被检测出疵点; TF 代表有疵点的
测试样本没有被检测出疵点; WP 代表无疵点的样本
被检测出疵点; WF代表无疵点的测试样本没有被检
测出疵点; SP代表测试样本总数，SP1 代表测试样本
无疵点样本总数，SP2 代表测试样本有疵点样本总
数，则有:

AＲ = WP
SP1 ( 13)

MＲ = TF
SP2 ( 14)
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CＲ = TP +WF
SP ( 15)

4． 2 检验的织物疵点
为了验证本文提出算法的可行性，选取训练样本

506个，全部为无疵点图像;测试样本300个，其中疵点
样本 144 个，无疵点样本 156 个，大小均为64 pixel ×
64 pixel。实验的硬件环境 CPU为 2． 50 GHz，内存 8 G，
操作系统 Windows7 专业版，软件为 Matlab 2017a，在
台湾大学林智仁( Lin Chih-Jen) 教授开发的 LIBSVM-
SVDD工具箱上完成的。
首先利用三种特征提取方法分别对 506 幅训练

样本和 200 幅测试样本提取特征，统计每一种方法
所需时间，如表 1 所示。由于 GGCM 提取 15 个特征
特性所花费的总时间为 15． 05 s，而 GLCM 提取织物
图像的能量、熵、惯性矩、相关性的均值和标准差 8
个统计量的总时间是 38． 09 s，相当于 GGCM 的两倍
多; 灰度差分( GLDS) 虽然花费的时间最少，但是它
仅提取织物图像的 4 个特征统计量，并且计算方式
过于简单，可信度不可靠。所以，灰度梯度共生矩阵
提取特征最合理。
表 1 GLDS、GLCM和 GGCM特征提取的时间

Tab． 1 GLDS，GLCM and GGCM feature extraction time

样本数 /个 GLDS /s GLCM /s GGCM /s
训练样本数( 506) 1． 34 24． 78 9． 42
测试样本数( 300) 0． 67 13． 31 5． 63
合计( 806) 2． 01 38． 09 15． 05

然后将分别属于训练样本和测试样本归一化后

的特征向量，送入到分类器进行分类识别。由于本
文采用的是 LIBSVM-SVDD工具箱，因此只需要设置
合适的参数就可以训练模型，参数设置为‘－ s5 － t2
－ c’。其中‘－ s’代表选择 SVM 的类型，具体表示
类型如表 2 所示; ‘－ t’代表选择核函数的类型，如
表 3 所示。

表 2 分类器 SVM类型
Tab． 2 Classifier SVM type

-s取值 SVM的类型
0 c-SVM
1 v-SVM
2 OCSVM
3 ε-SVM
4 n-SVM
5 SVDD
6 Ｒ2 : L1SVM
7 Ｒ2 : L2SVM

表 3 分类器核函数的类型
Tab． 3 Type of classifier kernel function

-t取值 核函数类型

0 线性核函数

1 多项式核函数

2 ＲBF核函数
3 sigmoid核函数

‘－ c’是分类器 SVDD 一个最重要参数，叫做惩
罚参数，控制超球体体积和描述误差，且 v = 1 /nc，v
是控制错分比例参数。较大的 c 意味着训练的超球
体就越大，绝大多数的训练样本包含在超球体内，随

着 c的减小，超球体的体积就减小，这时就会将那些
松散且距离超球中心的样本点排除在外，提高分类

器的分类精度。本文选取的 SVM 类型是 SVDD，核
函数是径向基和函数 ＲBF，其中核函数中参数对超
球分类精度影响也较大，较小的 σ 会使映射后超球
分界面较为复杂，需要大量的支持向量机进行描述，

因此分类精度高，但泛化能力较差; 然而随着 σ 增
大，分类精度会减小，但是泛化能力会增强。
表 4 采用灰度差分统计法( GLDS) 和灰度共生

矩阵( GLCM) 两种特征来描述织物纹理特征，与本文
所采用的灰度梯度共生矩阵( GGCM) 的特征相比较，
分别将相应的特征向量送入到分类器 SVDD 模型
中，其中‘－ c’参数设置为 0． 002 1，进行训练和测
试，最后给出实验结果。
表 4 三种特征提取方法与 SVDD的分类结果

Tab． 4 Three feature extraction methods and SVDD
classification results

疵点检测方法
训练时

间 /ms
测试时

间 /ms
误检

率 /%
漏检

率 /%
检测正确

率 /%
GLDS + SVDD 5． 00 4． 90 6． 9 7． 4 92． 7
GLCM + SVDD 11． 60 3． 60 5． 6 7． 1 93． 7
GGCM + SVDD 13． 70 7． 30 1． 4 4． 5 97． 0

从表 4 可以看出，使用本文所提出的方法进行
织物疵点检测，检测正确率达 97． 0%，漏检率和误检
率都相对较低，分别为 4． 5%和 1． 4%，相比较传统的
灰度共生矩阵有所提高。这是因为灰度梯度共生矩
阵在灰度共生矩阵的基础上有加上梯度这一信息，

能够更加合理地描述织物纹理。
最后给出几幅织物图像疵点检测结果，演示的

每行都是检测一个大小为 512 pixel × 512 pixel 织物
疵点图像，其对应的实际织物尺寸为 2 592 pixel ×
80 pixel，如图 5 所示。第一列是织物原图像的灰度
图像，第二列是经过预处理后的图像，第三列显示的
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图 5 部分织物疵点检测结果
Fig． 5 Defect detection results of partial fabrics

是相应的疵点检测结果，其中有交叉的网格代表被

本文所提出的算法所识别出来的大小为 64 pixel ×
64 pixel的疵点样本。

5 结 语
本文提出的基于灰度梯度共生矩阵和支持向量

数据描述( SVDD) 的织物疵点检测方法，其优点避免
了传统两分类或者多分类( 负样本) 获取困难的问

题。采用灰度梯度共生矩阵提取样本特征，相比较
于共生矩阵在像素灰度信息的基础上又添加梯度信

息，能够更好地描述织物纹理。实验结果表明: 用本
文提出的织物疵点检测方法进行织物疵点检测，正

确率达 97%，漏检率和误检率分别为 4． 5% 和
1. 4%。但是还存在一定的不足: 本文缺少对 SVDD
分类器参数的优化，提取的特征没有考虑频率域的

特征，这些有待下一步研究。
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